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摘  要：归一化方法作为特征预处理的关键部分，在浅学习和深度学习中都是至关重要的。针对批次归一化方法中存在

对批次样本容量依赖较大的问题，当前的优化思路主要是从样本信息的其他维度（如通道、层、时间等）来弥补批次样本

容量较小的不足。从贝叶斯理论的角度出发，通过将总体信息、先验信息和样本信息以科学、合理的融合方式来弥补批

次样本容量不足的缺陷，从而可以更加准确地估计样本均值和样本方差，使得归一化后的特征落入最佳的非饱和区域，

以便更好地反映整个特征空间的原始表征，进而深度学习模型可以达到最佳的特征表达能力。实验与分析表明，所提的

贝叶斯共轭批次归一化方法可行且有效，在 NWPU-RESISC45 数据集上，其分类精度比批次归一化方法高 5.64%。得

益于总体信息和先验信息，所提方法受样本容量的影响较小。
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Abstract： Objective: Normalization method plays an important role in feature preprocessing phase not only 
in conventional machine learning domain but also in contemporary deep learning domain. Batch normaliza⁃
tion (BN) is very successful, but its performance very depends on the sample size. Therefore, many re⁃
searchers try to improve it when the sample size is inadequate through adding the sample size merely in the 
sample information space. Methods: This paper utilizes Bayes theory to integrate general information, 
prior information and sample information, and to offset the inadequate sample information. In this way, the 
mean value and the variance of sample can be estimated more precisely and more robust especially when the 
sample size is small, and the normalized feature will better fall into non-saturating region of activation func⁃
tion, which enables deep learning model to better describe original feature space. Results: The Top-1 test 
classification accuracy in NWPU-RESISC45 dataset is improved by 5.64% than that of BN method. More⁃
over, with the help of general information and prior information, the Bayes adjoint batch normalization 
（BABN) method is not sensitive to the sample size. Conclusions: The experiment results show that the pro⁃
posed BABN method is feasible and effective, and performs better than BN method and other variants in 
the scene recognition of remote sensing image.
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遥感影像分析与理解一直是遥感领域中研

究的热点和难点［1-2］。在 2012 年之前，随机森林

法、贝叶斯网络、马尔可夫链、支持向量机等传统

的机器学习方法受到学者们较多关注［3-4］。由于

这些方法都是事先人工设计特征，且特征提取与

分类过程是相对独立的两个部分，通常又被称为

浅学习。在 2012 年 ImageNet 大规模视觉识别挑

战赛中，深度学习方法比浅学习方法高出约 10%
的分类精度，成为计算机视觉领域中的里程碑事

件［5-6］。之后国内外掀起了深度学习的研究热潮，

逐渐成为遥感领域学者们的关注热点。目前，第

三代人工智能技术的兴起为遥感影像智能解译

提供了方向，即将知识推理和数据学习结合起

来，建立一个以数据自主学习为核心、以领域先

验 知 识 推 理 为 引 导 的 新 一 代 遥 感 影 像 解 译

范式［7］。

归一化方法是一种简化计算的方式，将有量

纲的表达式进行变换，化为无量纲的表达式，成

为标量。常见的方法有批次归一化（batch nor⁃
malization，BN）、层 归 一 化（layer normalization，
LN）、组归一化（group normalization， GN）和实例

归一化（instance normalization，IN）等。无论是在

浅学习，还是在当今流行的深度学习中，归一化

方法在特征预处理的过程中都至关重要［8］。2012
年，Google 在 AlexNet 中提出局部响应归一化方

法［9］，其创意受到认知神经科学中的侧抑制现

象［10-11］的启发，即由于相邻神经元的活动导致某

个神经元活动的降低。在浅学习中，对输入的特

征进行标准化处理可有效提高模型的精度。受

此启发，既然在网络的输入层可以加入归一化，

那么在网络的隐层为何不可以加入标准化处理

呢？于是，笔者对每层进行归一化（包括加权和

标准化），然后通过缩放平移来适度还原，做到了

既不过分破坏输入信息，又抑制了各批次之间位

置点像素分布的剧烈变化带来的学习难度。实

际上，在深度学习中，各卷积层中的权重和偏置

的更新会导致网络输出数据的分布发生变化，随

着模型深度的增加，依据链式法则，数据分布的

偏移现象会随着层数的增加而逐渐被放大，这种

现象被称为内部协方差偏移（internal covariance 
shift， ICS）。于是，BN［12］因其能够有效提升网络

训练效率而获得广泛应用与持续研究，成为目前

主流的一种归一化方法，为深度学习模型的训练

提供了一种有效的解决方案。

然 而 ，BN 方 法 对 每 个 批 次 的 样 本 容 量

（batch size， BS）比较敏感。在 BS 较小的条件

下，其性能常被打破［12-14］，这是因为此时带有一定

的噪声，使得估计的该批次的样本均值和样本方

差缺乏一定的鲁棒性，导致性能急剧下降。此

外，深度学习因其模型的复杂度需要大量的计

算，通常需要利用 GPU 或 CPU 进行并行计算来

加快模型的学习［13］。考虑到硬件方面（主要是显

存）的限制，在利用 GPU 进行并行计算时，每个批

次的 BS 受到显存大小的限制［14］。因而，每个批

次的 BS 较小会阻碍 BN 在耗费显存任务中的应

用，如目标检测［15］、语义分割［16］和动作识别［17］等。

针对每个批次 BS 较小的问题，学者们提出

了从批次样本大小以外的其他维度，如通道、层、

时间等来间接弥补这个缺陷的一系列改良方法，

如 IN［18］、LN［19］、GN［14］、可切换归一化（switchable 
normalization，SN）［20］、位 置 归 一 化（positional 
normalization，PN）［21］、交 叉 迭 代 批 量 归 一 化

（cross-iteration batch normalization，CBN）［22］和滤

波 器 响 应 归 一 化（filter response normalization，
FRN）［23］等。深度学习因其模型的复杂度，往往

需要借助大量的训练样本进行模型的学习。一

方面，这些方法忽略了整个训练样本集 BS 较大

的优势，另一方面，因其他维度信息与样本容量

信息在物理属性等方面存在明显的差异，所以用

其他维度来间接弥补每个批次的 BS 较小的方法

只是一种近似方法，所估计的样本均值和样本方

差与总体均值和总体方差必然存在一定的差距。

因而，ICS 还存在进一步改善的空间。本文基于

整个训练集具有大 BS 的优势，借助贝叶斯统计

理论，充分发挥训练样本集中大样本的总体信息

和先验信息，直接弥补 BS 较小的不足。所提方

法既避免了 BS 所携带的统计信息与其他维度所

携带统计信息在物理属性等方面的差异，又可以

更加准确地估计 BS 较小条件下的样本均值和方

差，使得在贝叶斯准则下最大限度地接近样本的

总体均值和总体方差，从而在原有 BN 的基础上

进一步减少 ICS，使得深度学习模型能更好地表

征 原 始 特 征 空 间 ，进 而 可 以 获 得 更 高 的 模 型

精度。

随着深度学习模型的发展，模型的规模越来

越大，模型的深度越来越深，这使得训练深度神

经网络也变得越来越复杂，从而更加凸显归一化

方法的作用和地位［24-25］。BN 的缺陷如下：（1）依

赖于每个 BS 大小，当批次的 BS 较小时，估计的

样本均值和样本方差与总体均值和总体方差会
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存在较大的偏差；（2）对于循环神经网络（recur⁃
rent neural network， RNN），其动态效果不明显，

且当推理序列长度超过训练样本的长度时更容

易出现问题；（3）当批次中的样本不满足独立分

布时，其性能会显著下降。为了改善 BS 较小时

的统计估计问题，国内外学者们针对不同任务提

出了一系列改良的思路和方法［26-41］。LN 方法［19］

的思想与 BN 类似，只是 BN 在每个神经元对一个

批次的样本进行归一化，而 LN 则在每一层对单

个样本的所有神经元节点进行归一化，即在通

道、宽度和高度这 3 个维度求均值和方差，并进行

归一化，而与批次中 BS 大小无关。LN 方法更适

合处理不定长序列数据的神经网（如 RNN），且可

以更快、更好地帮助模型达到最优效果。针对图

像风格化任务，IN 方法［18］考虑到生成的风格结果

主要依赖于某个图像实例本身，而与整个批次中

的其他样本图像无关，所以在这个任务中 BN 是

不合适的，仅在图像的宽度和高度两个维度进行

归一化。LN 虽然不依赖 BS，但是在图像领域里

使用的卷积神经网络中，直接对当前层所有通道

数据进行归一化并不合适，这是因为各个通道获

取的信息实际上是不同的电磁波段所获取的信

息，它们之间存在物理属性上的根本差异，不同

的通道之间也就必然存在物理信息的不一致性。

而 GN 方法［14］先将通道分为许多组，再对每一组

做归一化。这实际上是在物理信息不一致性与

批次 BS 之间的一种平衡选择，弱化了 LN 中物理

信息不一致性产生的影响，同时也弥补了 BS 过

小的不足。PN 方法［21］是一种跨通道的归一化方

法，认为 BN、IN 和 GN 等方法在空间层面归一化

信息的同时丢弃了重要的统计信息，如果有效利

用统计信息，可以提高生成式对抗网络（genera⁃
tive adversarial network， GAN）和分类网络的性

能。CBN 方法［22］从时间维度对批次的 BS 进行弥

补，即通过上一批次中估计的样本均值和方差来

计算更新当前批次的样本均值和方差，从而实现

间接扩大 BS（即弥补小 BS 的不足），进而改善网

络性能。由于梯度迭代的属性，网络权重在多轮

的批次计算过程中缓慢改变，所以根据泰勒展开

式可以近似估计出相邻批次的样本均值和方差。

2021 年德克萨斯大学提出的夹心归一化方法考

虑到训练数据集通常较大，且每个类别变化也很

大，不同类别的特征理应对应不同的均值和方

差，其归一化、缩放、偏置也应该不同，若单独拆

分特征层，会导致训练不平衡，降低收敛速度，阻

碍整个网络训练。该方法在 BN 的基础上加入分

类的条件信息，对 BN 后的每个特征层通过多层

感知机进行仿射变换。不同于 BN，其变换因子

是由输入特征决定的，由训练样本学习得到。

总体而言，BN 方法通常可以在 BS 较大时取

得良好的性能。然而在 BS 较小时的性能会急剧

下降。GN 方法在不同的 BS 下具有较大的稳定

性，而 GN 在 BS 较大时性能略差于 BN。不同的

归一化方法适用于不同的任务。如 IN 方法在图

像风格迁移中表现较好，LN 方法在 RNN 中表现

较好，PN 方法在生成网络中表现较好，跨批次归

一化方法在目标检测任务中较好，但上述方法在

其他视觉任务中泛化性能较差。

深度学习模型通常需要大量的训练样本对

模型进行学习，而上述方法都忽略了整个训练样

本集具有大 BS 的优势。此外，上述方法都是从

独立于 BS 的其他维度，如通道、层、时间等来间

接弥补 BS 较小的不足。然而，不同维度所携带

的信息在物理属性方面存在着差异，将 BS 维度

和其他维度的信息融合起来估计样本均值和方

差，势必存在不同维度之间信息不一致的问题。

虽然从数量角度来看，其他维度的信息在一定程

度上弥补了 BS 的不足，但是两个不同维度信息

的不一致性也在一定程度上影响了样本均值和

样本方差估计的鲁棒性，本文通过贝叶斯共轭批

次归一化方法（Bayes adjoint batch normalization，
BABN）在一定程度上缓解这一问题。

1　BABN基本原理

1.1　归一化基本原理

目前，常见的归一化方法的计算式为：

x̂ i = 1
σi

( xi - μi ) （1）

式中，x 表示某一层中的特征；i为下标索引；μ 和 σ

分别表示样本的均值和标准差。对于二维的图

像 ，i = iN × iC × iH × iW，用 来 表 示 在 N × C ×
H × W 中的一个特征索引，其中 N 表示批次样本

的维度，C 表示通道（或波段）的维度，H 和 W 分

别表示图像空间的高度维度和宽度维度。

样本均值和标准差的计算式分别为：

μi = 1
m ∑

k ∈ Si

xk （2）

σi = 1
m ∑

k ∈ Si

( xk - μi )2 + ε （3）

式中，ε表示一个很小的常数，通常设置为 1×10−5；
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Si 表示在计算样本均值和标准差时的像素集合；

m 表示该集合的势。对于不同类型的归一化方

法，其主要差异在于计算样本均值和标准差的

集合。

对于 BN 方法［12］，集合 Si 定义为：

Si = { k|iC = kC } （4）
式中，iC 和 kC 分别表示沿着 C 轴的索引 i 和 k 在波

段维度上的下标索引，以下表示类似。对具有相

同波段索引的像素进行归一化，即 BN 方法对每

个波段计算样本均值和方差 ( N × H × W )。
对于 LN 方法［19］，集合 Si 定义为：

Si = { k|kN = iN } （5）
即 LN 方法是对每个样本计算样本均值和样本方

差 ( C × H × W )，与批次维度 N 无关。

对于 IN 方法［18］，集合 Si 定义为：

Si = { k|kN = iN,kC = iC } （6）
即 IN 方法对每个样本和每个波段计算样本均值

和方差 ( H × W )。
BN、LN 和 IN 均学习了一个逐波段的线性变

换，以补偿特征表示时可能的信息损失。线性变

换为 yi = γx̂i + β，其中 γ 和 β 是可训练的尺度和

平移方面的参数。

对于 GN 方法［14］，集合 Si 定义为：

Si =ì
í
î

ü
ý
þ

k|kN = iN,ê
ë
ê
êê
ê ú

û
úúúú

kC

C/G
= ê

ë
ê
êê
ê ú

û
úúúú

iC

C/G
（7）

式中，G 表示分组数量，是预定义的超参数；C/G
表示每个组内的波段数；ë û为取单精度浮点数操

作；
ê

ë
ê
êê
ê ú

û
úúúú

kC

C/G
= ê

ë
ê
êê
ê ú

û
úúúú

iC

C/G
表示索引 i 和 k 是相同的波

段分组。GN 方法对每个组内的 C/G 个波段数计

算样本均值和方差 ( ( C/G )× H × W )。
1.2　贝叶斯共轭方法

前文提及的 BN、LN、IN 和 GN 方法估计样

本均值和方差的主要差别在于所采用的样本空

间不同，适用于不同的任务。从贝叶斯角度来

看，这些方法的共同缺陷在于仅采用了样本信

息，而忽略了总体信息和先验信息，从而使得估

计的样本均值和方差不够准确、鲁棒，进而在一

定程度上制约了归一化的实际效果。

采用密度函数形式，贝叶斯方法的计算式为：

π ( θ|x )= h ( x,θ )
m ( x )

= p ( x|θ ) π ( θ )

∫ p ( x|θ ) π ( θ ) dθ
（8）

式中，m ( x )表示 x 的边缘密度函数；π ( θ )表示参

数 θ 的先验密度函数，反映了在观测数据之前对

参数 θ 的概率分布假设；p ( x|θ )表示在已知 θ 的条

件下关于 x 的条件概率密度函数，即似然函数，描

述了在不同参数 θ 下观测到数据 x 的概率密度；

h ( x，θ )则是 θ 和 x 的联合概率密度函数，综合了

先验和似然的信息。然而在样本 x 给定的条件

下 ，θ 的 条 件 分 布 被 称 为 θ 的 后 验 分 布 ，记 作

π ( θ|x )，它集中体现了总体、样本和先验 3 种信息

中与 θ 相关的所有内容，排除了无关信息，是进行

统计推断的重要依据，基于此分布进行推断通常

更为有效且合理。

在实际应用中，尤其是深度学习领域，训练

样本的规模往往较大，通常达到上万甚至更多。

假设样本的特征服从正态分布，在正态方差已知

的条件下，其正态均值的共轭分布也是正态分

布。假设现有一个完整的训练集，样本的每个特

征服从正态分布 N（μ0，σ 2
0），其中 μ0 和 σ 2

0 为总体均

值和方差。另有一个批次的样本，BS 为 m，样本

均值和方差分别为 μs 和 σ 2
s ，μ1 和 σ 2

1 为根据总体信

息、样本信息和先验信息综合估计得到的最终的

样本均值和方差，即后验均值和后验方差。按照

贝叶斯方法对 μ1 和 σ 2
1 进行估算，具体的推导过程

参见文献［42］，二者的计算式分别为：

μ1 = μs σ -2
s + μ0 σ -2

0

σ -2
0 + σ -2

s

= σ -2
0

σ -2
0 + σ -2

s

μ0 +

σ -2
s

σ -2
0 + σ -2

s

μs （9）

σ 2
1 = σ 2

0 σ 2
s

σ 2
0 + σ 2

s

（10）

实际上，方差的倒数发挥着重要作用，通常

称其为精度。从式（9）来看，μ1 可以看作总体均

值 μ0 和样本均值 μs 的加权平均，并根据总体方差

和样本方差的大小进行科学合理的融合。如果

方差相对较大，方差的倒数就相对较小，所以其

均值在最终估计中的权重较小，反之亦然。这表

明后验均值是在先验均值与样本均值之间采取

了一种科学、合理的折衷方案。从式（10）来看，

后验分布的精度是样本均值分布的精度与先验

分布精度之和，增加 BS 或减少先验分布方差都

有利于提高后验分布的精度。这便从理论上说

明当 BS 较小时，如何充分利用总体信息和先验

信息来弥补 BS 较小时所携带样本信息的不足。

1.3　BABN方法

实际上，现有的 BN 方法在估算样本均值和

方差时，其精度还存在一定的改善空间，特别是

当批次的 BS 较小时，其估计值的精度明显降低。
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而相比于 LN、IN 和 GN 方法等，虽然可以从其他

角度对批次的 BS 进行弥补，但其效果的改善仍

然存在一定的局限性。总的来说，这些方法仅仅

利用了样本信息，却忽略了总体信息和先验信

息。本文利用贝叶斯统计理论的优势，充分发挥

总体信息和先验信息，将这两种信息与原有的样

本信息进行了有机的融合，克服了 BS 较小的缺

陷，并达到了较高的估计精度。在大样本容量的

条件下，正态分布的均值和方差的共轭分布也是

正态分布，则其样本均值和方差的估算公式分别

同式（9）和式（10）。

对于 BABN 方法，集合 Si 定义为：

Si = { k|kM = iM } （13）
为区别于批次样本 N，本文用 M 来表示总

体。类似于 BN 方法，BABN 对于每个波段计算

样本均值和方差 ( ( M + N )× H × W )。
由于深度学习模型在训练时通常数据量很

大，样本容量少则上万，甚至上百万，如 ImageNet
数据集，其样本容量约为 1.28 MB。因而，在现有

的深度学习模型框架下，如 PyTorch、Caffe、Ten⁃
sorFlow 等，一般采用指数滑动平均法去进行近

似计算，其优点是不占内存，计算方便。但是其

结果必然不如使用整个训练集计算得到的样本

均值和方差那么准确。然而，贝叶斯方法提供了

一种可以分批进行计算整个训练集的均值和方

差的方法，既不受限于内存的大小，又保证了估

计的均值和方差的估算精度，在一定程度上也能

够增加模型的鲁棒性，减少过拟合的可能性。

1.4　核心算法流程

由于 PyTorch 等深度学习框架提供了自动求

解梯度的功能，BABN 比较容易实现。实际上，

BABN 与 BN 方法的主要不同之处在于样本均值

和方差的计算。输入总体均值 μ0 和总体方差 σ 2
0，

某一批次的特征集合 Β = { X 1，X 2，⋯，Xm }，其中

m 为该批次中的样本容量，可学习的尺度参数 γ

和平移参数 β；输出 { yi = fγβ ( xi ) }。具体的算法

流程如下：

1）依据该批次的样本和式（2），计算得到第 i
个特征的样本均值 μsi；

2）依据该批次的样本和式（3），计算得到第 i
个特征的样本方差 σ 2

si；

3）根据总体均值、总体方差、样本均值和样

本方差，依据式（9）计算得到该批次下第 i 个特征

的最终样本均值 μ1i；

4）根据总体均值、总体方差、样本均值和样

本方差，依据式（10）计算得到该批次下第 i 个特

征的最终样本方差 σ 2
1i；

5）依据 x̂ i = xi - μ1i

σ 2
1i + ε

计算得到贝叶斯正则

化后的特征；

6）依据 yi ← γx̂i + β ≡ fγβ ( xi )，加入平移和缩

放参数，得到最终的贝叶斯正则化结果；

7）重复上述步骤，依次对该批次下所有的特

征进行贝叶斯正则化处理。

2　实验与分析

本文实验基于 PyTorch 深度学习框架，实验

平台搭载 Ubuntu 18.04.6 LTS 操作系统，配置 In⁃
tel（R）Core i5-10400F @2.90 GHz 6 核 12 线 程

CPU 处理器，32 GB RAM 和 NVDIA RTX 3060
显卡，显存为 12 GB。

2.1　数据集

近年来，遥感领域利用深度学习技术支持场

景理解、地物目标检测与土地覆盖分类等任务。

随着遥感影像样本数据集的不断增加，其多样性

的特点也日益显现，在尺度、传感器、时相等方面

存在较大差异［43-45］。本文实验使用 NWPU-RE⁃
SISC45［16］、AID［46］、EuroSAT［47］和 SAT-6［48］4 种

公开的遥感场景分类数据集和一种公开的自然

场景分类数据集 Mini-ImageNet［49］，对 BABN 方

法进行验证和比较分析。5 种数据集的部分样本

示例如图 1 所示，基本情况对比见表 1。
1）NWPU-RESISC45 数据集是西北工业大

学发布的一个用于遥感图像场景分类的大规模

公开数据集。该数据集包含 45 个场景类别，每个

类别有 700 张图像，总计 31 500 张图像，每张图像

的分辨率为 256×256 像素。

2）AID 数据集是一个大规模航拍图像数据

集，来自 Google Earth 影像，由武汉大学和华中科

技大学于 2017 年共同发布。该数据集包含 30 种

航空场景类型，每个场景类别约有 220~420 张图

像，总计约 10 000 张图像，每张图像的大小约为

600×600 像素。

3）EuroSAT 数据集由哥白尼地球观测计划

提供的 Sentinel-2 卫星拍摄，覆盖 13 个光谱波段，

包含 10 类场景共计 27 000 张图像，图像大小为

64×64 像素，空间分辨率达到 10~30 m。本文实

验仅使用该数据集的可见光波段影像数据。

4）SAT-6 数据集的图像是从美国国家农业

影像计划数据集中提取的，该数据集由跨越美国
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大陆的共 330 000 个场景组成，图像由红色、绿

色、蓝色和近红外 4 个波段组成，每个样本图像大

小为 28×28 像素。为了保持整个数据集固有的

高方差，从多个场景中采样 1 500 个图像块，这些

场景覆盖了不同的景观，如农村地区、城市地区、

茂密的森林、山区以及覆盖整个加利福尼亚州的

水体、农业区等。

5）Mini-ImageNet 数 据 集 由 Google 于 2016
年从 ImageNet数据集中抽取一小部分制作而成，

约 3 GB，共有 100 个类别，每个类别有 600 张图

像，总计 60 000 张图像，图像大小不固定。考虑

到 ImageNet 数据集规模庞大，约 100 GB，对普通

研究员或开发者而言，训练对硬件要求较高，通

常需要多个高端显卡并行训练，即使如此，训练

仍需数天时间，因此 Mini-ImageNet 数据集的制

作有效降低了使用门槛。

实验过程中，除了公开数据集自身已经划分

好的训练集和测试集之外，本文实验过程中对其

他数据集进行随机划分，训练样本和测试样本的

划分比例为 6∶4，即 60% 的样本用于训练，40%
的样本用于测试，并评定分类精度［50］。

2.2　网络设置

在本文的实验中，采用 ResNet18 的网络结构

用于遥感场景的分类。在网络初始化方面，采用

文献［15］的方法对所有的网络参数进行初始化。

对于所有的归一化方法都采用了仿射变换，进一

步增强网络表征特征的能力，其尺度参数的初始

值设置为 1，平移参数的初始值设置为 0。使用随

机梯度下降算法对所有的模型进行优化，基础学

习率设置为 0.1，权重衰减因子为 1×10−4，动量值

为 0.9。在训练过程中，采用文献［28］的方法进

行数据增强，同时轮数设置为 100。测试过程中，

影像输入为中心裁剪为 224×224 像素大小的影

像块。实验最终结果取最后 10 次随机实验 Top1
测试分类精度的平均值和标准差（即波动大小）。

其他设置细节与文献［27］保持一致。此外，本文

实验的主要目的在于验证本文所提出方法的有

效性，仅比较不同的归一化方法之间的差异性，

而并不追求该方法达到的最优分类结果。

实 验 中 的 参 考 基 准 是 用 BABN 训 练

ResNet18 模型。为了与其他归一化方法比较，实

验中 BABN 方法依次被其他归一化方法替换，而

模型中的其他超参数都保持不变。此外，为了更

好地分析 BS 对不同归一化方法的影响，批次的

样本容量分别设置为 2、4、8、16、32。
2.3　实验结果与分析

2.3.1　不同归一化方法 Top1 测试分类精度比较

首先，按照 BN 方法对批次的样本容量的常

规设置，设置为 32。考虑到在场景的类别数和每

个场景的样本数量等方面都相对较大，实验中选

用 NWPU-RESISC45 数据集。经过 100 次迭代，

所有归一化方法均已收敛，5 种归一化方法的分

类精度见表 2，其中精度表示 Top1 测试分类精

度；标准差表示最后 10 次随机实验结果精度的标

准差；Δ 表示测试方法与 BN 方法的精度差值。

图  1　5 种数据集样本示例

Fig.  1　Examples of Five Experimental Datasets

表 1　5种数据集的基本情况

Table 1　Basic Information of Five Datasets

数据集

NWPU-RESISC45
AID

EuroSAT
SAT-6

Mini-ImageNet

场景数

45
30
10

6
100

总样本数

31 500
10 000
27 000

405 000
60 000

影像大小/像素

256×256
600×600

64×64
28×28
不固定

1843



武  汉  大  学  学  报   （信  息  科  学  版） 2025 年 9 月

由表 2 可以看出，BABN 方法的精度最高，标

准差最小，且 BABN 较 BN 方法的 Top1 测试分类

精度高 5.64%，验证了 BABN 方法的有效性。借

助贝叶斯理论，将总体信息、样本信息和先验信

息三者科学合理融合，可以更加准确地估计样本

均值和方差，使得归一化后的特征落入最佳的非

饱和区域，从而更好地反映整个特征空间的原始

表征，进而深度学习模型可以达到最佳的特征表

达能力。此外，其他归一化方法不同程度地将不

同维度的信息强制融合在一起，表面上增加了样

本的容量，实际上在一定程度上也增加了不同维

度信息之间的不一致性，这对样本均值和方差的

估计精度造成不同程度的影响。当批次的样本

容量较大时，LN 方法受到的影响相对较小，IN 方

法受到的影响相对较大，而 GN 方法介于 LN 和

IN 方法之间，该实验结果与理论层面是一致的。

2.3.2　批次 BS 对不同归一化方法的影响

BN 方法的性能主要依赖于 BS，当 BS 较小

时，BN 方法的性能会急剧下降，而 BABN 方法在

理论上克服了 BS 较小的问题。为了分析不同的

样本容量对不同归一化方法性能的影响，在 NW ⁃
PU-RESISC45 数据集上将批次的样本容量分别

设置为 2、4、8、16、32，5 种归一化方法在不同批次

样本容量下的分类精度见表 3，该精度是最后 10
次随机实验结果的平均值。

由表 3 可以看出，当 BS 为 32 时，BN 方法的

精度较高。随着 BS 由 32 逐渐减少至 2 时，BN 方

法的分类精度从原来的 0.870 4 下降到 0.681 7；

但对 BABN 来说影响却较小，分类精度从 0.926 8
下降到 0.878 0，仍然保持较高的分类精度；而

GN、IN 和 LN 方法均有不同程度的下降，虽然下

降幅度不大，但最终的分类精度都低于 BABN 方

法 BS 为 2 时的 0.878 0。
2.3.3　不同的网络骨架对归一化方法的影响

为了进一步验证 BABN 方法的有效性，将不

同的网络骨架进行替换，其他实验参数保持不

变，比较在不同网络骨架下 BN 与 BABN 在 NW ⁃
PU-RESISC45 数据集上 Top1 的测试分类精度。

设置 BS 为 4，实验结果见表 4，其中 BABN− BN
表示两种方法的精度差值。

由表 4 可以看出，BABN 优于 BN 方法，分类

精度平均提高了 5% 左右。当 BS 为相对较小值，

如 BS 为 4 时，所携带的信息也相对有限，通过利

用总体信息和先验信息来弥补 BS 较小时所携带

样本信息的不足，便可以更加准确和鲁棒地估计

样本均值和方差，从而更好地表征与学习特征，

进而提高 Top1 测试的分类精度。实验结果表

明，BABN 方法对不同的网络架构都有显著的提

升效果。

2.3.4　不同归一化方法在不同数据集上的差异

为了进一步验证 BABN 方法的有效性，对其

在不同的数据集上进行了实验与分析，具体的实

验结果见表 5，其中 BS 为 2。由表 5 可知，BABN
在 5 个不同类型的数据集中分类精度最优。

表 2　5种归一化方法的分类精度

Table 2　Classification Accuracy of Five 
Normalization Methods

参数

精度

标准差

Δ

BN
0.870 4
0.001 9

—

GN
0.854 3
0.001 2

−0.016 1

IN
0.810 2
0.000 8

−0.060 2

LN
0.869 9
0.000 9

−0.000 5

BABN
0.926 8
0.000 7
0.056 4

表 3　5种归一化方法在不同批次样本容量下的分类精度

Table 3　Classification Accuracy of Five Normalization 
Methods with Different Batch Sizes

方法

BABN
BN
GN
IN
LN

BS
32

0.926 8
0.870 4
0.854 3
0.810 2
0.869 9

16
0.908 7
0.885 7
0.875 0
0.861 6
0.879 6

8
0.898 5
0.873 2
0.869 2
0.868 3
0.869 4

4
0.888 0
0.837 0
0.820 2
0.872 2
0.815 5

2
0.878 0
0.681 7
0.799 3
0.813 0
0.774 5

表 4　不同网络骨架下的分类精度（BS为 4）
Table 4　Comparison of Classification Accuracy with 

Different Backbones（BS Is 4）

方法

BN
BABN

BABN−BN

ResNet18

0.837 1
0.888 0
0.050 9

VGG16

0.799 1
0.848 3
0.049 2

Movile-

Net-v3
0.852 3
0.895 7
0.043 4

Incep-

tion-v3
0.804 3
0.858 6
0.054 3

Dense-

Net-121
0.796 1
0.839 9
0.043 8

表 5　不同数据集的归一化方法的分类精度（BS为 2）
Table 5　Comparison of Classification Accuracy on 

Different Datasets（BS Is 2）

方法

BABN
BN
GN
IN
LN

AID

0.938 7
0.732 1
0.857 7
0.865 1
0.793 3

EuroSAT

0.973 5
0.676 7
0.926 5
0.942 1
0.922 2

NWPU-

RESISC45
0.878 0
0.681 7
0.799 3
0.813 0
0.774 5

Mini-Ima⁃
geNet

0.886 9
0.489 5
0.494 9
0.505 8
0.455 8

SAT-6

0.990 7
0.421 3
0.976 2
0.934 5
0.977 2
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2.3.5　不同归一化方法的时间复杂度比较

从算法的时间复杂度角度对 5 种归一化方法

在不同的 BS 下进行了比较实验，结果见表 6，其
中，时间复杂度数值为除去第一轮迭代后，在剩

余 99 次迭代中每次迭代所需时间的平均值。

由表 6 可以看出，随着 BS 的增加，由于 GPU
的并行计算的优势，其时间复杂度逐渐减少。在

上述的 5 种归一化方法中，BN 和 BABN 方法的

时间复杂度最小，而且两者基本一致，这说明

BABN 方法既可以提高算法的精度，又保持了较

好的时间复杂度。

3　结　语

当前的归一化方法主要是利用样本信息来

估计样本均值和方差，当 BS 较小时，学者们提出

从其他维度来弥补 BS 较小的不足。然而，在分

析不同归一化方法的基础上，对于 BN 方法中对

BS 依赖这一问题，本文从贝叶斯理论的角度出

发，考虑将总体信息、先验信息和样本信息科学、

合理的融合方式来弥补 BS 的不足，从而更加准

确地估计样本均值和方差，使得归一化后的特征

落入最佳的非饱和区域，以便更好地反映整个特

征空间的原始表征，进而深度学习模型可以达到

最佳的特征表达能力。实验与分析表明，本文提

出的 BABN 方法是可行、有效的，在 NWPU-RE⁃
SISC45 数据集上，其分类精度比 BN 方法要高

5.64%。而且得益于总体信息和先验信息的帮

助，BABN 受 BS 的影响较小，而 BABN 的时间复

杂度与 BN 方法基本一致。此外，从理论角度来

看，BABN 方法也适用于影像语义分割、目标检

测和动作识别等应用领域，这也是将来需要进一

步深入研究的内容。
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